
基于时间序列模型的变压器油中溶解气体预测

刘慧鑫 1， 张江龙 2， 连鸿松 1， 郑东升 1， 赖永华 1

（1. 国网福建省电力有限公司电力科学研究院，福州 350007；2. 国网福建省电力有限公司信息通信分公司，福州 350003））

摘要：变压器作为电力系统的核心设备，其安全运行是电力系统稳定可靠的基础。根据在线监测系统提供

的油中溶解气体含量历史数据，预测未来气体体积分数及其发展趋势，是DGA故障预测的关键，也是在线监

测的必要补充和提前预警变压器故障的重要手段。现有的预测算法存在着模型泛化性差和没有考虑时间

序列模型等问题。为提高预测能力，文中首先介绍了非时序有监督学习和时间序列模型关键技术及其在变

压器油中溶解气体体积分数预测的应用；然后搜集和发布了一个大规模数据样本，为算法提供了一个较为

全面的验证集，提高模型的泛化性；最后使用前向数据分割方法进行数据增强，增加模型的训练数据。大量

实验证明了时间序列模型在变压器油中溶解气体体积分数预测的有效性。
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Abstract: Transformer is the core equipment in power system and its safe operation is the foundation of the stability
and reliability of power system. Prediction of gas contents and the development tendency based on on⁃line monitoring
historical data is the key to DGA failure prediction the necessary supplement to on⁃line monitoring and an important
means of failure prediction of transformers. The existing algorithms have two major drawbacks: ①the datasets are too
small to train and validate the proposed models; ②most previous methods make an assumption of that samples from
one transformer are independently and identically distributed while paying less attention to the time correlation be⁃
tween samples. To increase predictive ability this paper studied the supervised learning and sequential learning
methods and their applications in data prediction of gas dissolved in transformer oil. Then a large⁃scale dataset was
built and released to provide a comprehensive validation set and increase the generalization. Lastly a walk⁃forward
split method was adopted to augment the data. Extensive experiments conducted on a large⁃scale dataset have well
validated the competitiveness of sequential learning on data prediction of gas dissolved in transformer oil.
Key words: transformer；gases dissolved in oil；prediction；supervised learning；sequential learning

0 引言

变电站高压设备的安全运行是电力系统稳定

可靠的基础。在运行过程中实时检测变压器的状

态，对变压器的早期潜伏性故障进行评估预测，对提

高设备的安全性和经济性具有十分重要的意义 [1-3]。

在线监测是对变压器绝缘健康状况进行实时监测

的有效手段之一，可根据对设备的状态评估给出相

应检修策略，从而实现电网的智能化和检修模式由

定期检修向状态维修的转变 [4-6]。随着在线监测采

集、计算机、信息处理、电力大数据等技术的发展，

在线监测已走向实用化阶段，为保证电力变压器的
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正常运行提供了保障。

近年来，变压器的故障诊断技术受到广泛关

注 ，其 中 油 中 溶 解 气 体 分 析 技 术 (dissolved gas
analysis，DGA)因具有无需变压器退出运行、不受电

磁影响、能够及时发现变压器早期故障等特点而成为

变压器维护和进行故障诊断最主要的技术手段 [7-9]。

变压器油中溶解气体在线监测技术开发较早，目前已

较为成熟，应用非常广泛。据统计，截止2019年5月，

福建省网油中溶解气体在线监测装置共安装975台，

覆盖率 52%。相比于离线油中溶解气体色谱检测，

油中溶解气体在线检测技术的优势有：①能够实时

监测变压器等充油电气设备内部绝缘油的状态；

②可将测得的大量数据上传后台的分析系统进行

深入分析判断；③分析响应速度快，耗时短；④油样

采集、组分分析、信号传输实现全自动，无需人工干

预，减少测试误差[10-11]。

根据在线监测系统提供的变压器油中溶解气

体体积分数历史数据，预测未来气体体积分数及其

发展趋势，是DGA故障预测的关键、在线监测的必

要补充和提前预警变压器故障的重要手段。随着

神经网络、灰色模型、遗传算法和专家系统等智能

理论的发展，油中溶解气体体积分数预测成为变压

器诊断领域的研究热门。目前，已报道的DGA在线

预测工作主要集中于简单的机器学习算法(浅层神

经网络、支持向量机等)[12-16]，和简单的深度学习算法

(深度置信网络和深度自编解码网络)[17-19]。石鑫[17]等

结合电力变压器在线监测油色谱数据特征及故障

类型，使用深度自编解码网络检测故障。代杰杰 [18]

等尝试使用 4层深度置信网络预测油中溶解气体浓

度，取得很好的效果。齐波 [19]等改进深度置信网络

来解决溶解气体预测中存在的“时移”误差。但是

上述工作存在几个问题：①大部分模型是在单个变

压器小数据集上进行验证，数据规模仅几十至几百

个，模型泛化性差，不具有普遍的适用价值；②大多

数现有模型的假设样本之间是独立同分布的，几乎

不考虑时间序列模型，然而现实中变压器油中溶解

气体样本具有很强的时间相关性。

为了解决上述问题，文中系统分析了变压器油

中溶解气体体积分数预测工作，全面比较了非时序

有监督学习算法和时序学习算法，建立和发布了一

个大规模数据集以供后来研究者使用，并在这个数

据集上验证模型的有效性，对变压器的绝缘故障预

报具有重要的现实意义。

1 溶解气体序列预测的问题定义

假设一个变压器 t时刻的某一种溶解气体体积

分数表示成一个标量 xt。采样M个历史时刻的数据

组成一个时间序列向量 x=(x1，…，xM)。文中的目标

是通过学习历史数据找到一个模型H来预测未来数

据 y ∈RK ，即 H：RM →RK ，一般 K<M，K是个常量，

表示所需预测未来值的个数。

1.1 非时序有监督学习方法

目前大多数的方法都是直接使用传统的非时

序有监督学习方法进行预测，如线性回归、浅层神

经网络、支持向量机等。这种方法认为历史数据是

当前数据的线性组合(线性回归模型)或非线性模型

(浅层神经网络)，即把 x按时间先后顺序平均分解成

n份，每一份含有m+1个数据，其中前m个数据(把历

史数据作为特征向量 x′)用于输入模型H，最后一个

数据是标签数据 y′，即K=1。把特征向量 x按照时间

顺序堆叠起来形成特征矩阵 X′ ∈Rn ×m ，同时把标签

y′堆叠起来形成标签向量 y′∈RK 。

非时序有监督学习模型优化可以转换为式(1)
的求解

-
β = argmin

β
l[y′,H(X′; β)]+λΦ(β) (1)

式(1)中：
-
β 表示模型的参数 l的估算值；l(·)表

示的模型的损失函数，支持向量机的损失函数为铰

链损失 [20]，浅层神经网络模型的损失函数一般为平

方损失；Φ(·) 表示正则化函数是为防止模型的过拟

合，如果是 l1第一范数约束将产生稀疏解，或是第二

范数约束 l2将产生比较稳定的解；λ表示损失函数

和正则化项的比重，λ越大表示正则化项越重要。

非时序有监督学习方法的建模基于一个重要

的假设，即样本是独立同分布。这种假设适用于不

同变压器的油中溶解气体体积分数及同一变压器

不具累积效应的溶解气体体积分数。但在绝大多

数情况下，变压器的油中溶解气体体积分数是具有

累积效应的 [13，15]。另外这种模型时间不敏感，即按

照行随机打乱特征矩阵X计算出来的 β͂′和未打乱

的特征矩阵计算出来的 β͂ 相等，即 β͂′ = β 。相比之

下，时间序列模型对于变压器溶解气体体积分数的

预测是个更合理的选择。

1.2 时间序列学习方法

常用的时间序列模型有：自回归模型 (auto re⁃
gression，AR)、移动平均模型(moving average，MA)和
自回归差分移动平均模型 (autoregressive integrated
moving average model，ARIMA) [21]。其中，ARIMA 是

AR和MA的组合加上对原始数据的差分。AR和线

性回归方法非常相似，即假设m+1时刻的数据是前

m个时刻的历史数据的线性组合 y′ = βX 。与AR不

同的是，MA 使用历史数据的误差来拟合未来数

据。ARIMA建模时，需要设置三个参数：p阶 AR、q
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阶MA和 d阶差分。一般采用自相关函数和偏自相

关函数分别观察和确定 p和 q，也可通过AIC准则对

p和 q进行最佳估计；通过时间序列的散点图或折线

图来观察和确定 d。变压器中不同气体的平稳性各

不相同，见图 1，横坐标是时间，纵坐标是气体体积

分数(经过标准化后)，氢气含量是平稳的，而甲烷、二

氧化碳等都具有波动性。不同的变压器因所处环境

不一样，其平稳性也不是固定不变的。

图1 变压器内气体体积分数随着时间变化图

Fig. 1 Plots of gases dissolved in oil in a transformer
确定时间序列分析模型的阶数后，就可以对

ARIMA模型进行参数估计。模型的参数估计算法

和有监督学习方法优化算法非常相似：当X维度比

较小，且X′X′T是正定矩阵时使用最小二乘法；当X维

度比较大，可以使用随机梯度下降或是 L_BFGS[22]。

最后，ARIMA要针对模型的合理性进行检验：①参

数估计值是否有显著性；②验证残差序列是否是白

噪声序列。若这两项验证通过，则认为该模型是合

理的，否则，应重新选取模型。

2 实验

2.1 文中实验环境

系统环境：MAC OS High Sierra；CPU：Intel Core
i5处理器，16G内存；软件：python 2.7，sklearn。
2.2 评价指标

在线预测可以认为是一个回归的问题，评价指

标可以是均方误差(mean square error，MSE)，平均绝

对值误差 (mean absolute error，MAE)，R 平方值 (r-
square，R2)和对称平均绝对值误差比例 (symmetric
mean absolute percentage error，SMAPE)。文中使用

MAE进行评价，该值大于等于 0，越接近 0说明模型

的效果越好。

2.3 数据集

本数据集搜集 7个不同变压器的在线监测数

据，时间从 2014年 8月至 2018年 8月，每天取一次

数据。每条数据包含 11个属性：监测时间、装置状

态、一次设备状态、氢气测量值、一氧化碳测量值、

二氧化碳测量值、甲烷测量值、乙烯测量值、乙炔测

量值、乙烷测量值和总烃测量值(μL/L)。装置状态

表示在线监测装置的状态，值为“装置正常”和“通

道异常”。一次设备状态表示变压器状态，值为“设

备正常”、“设备报警”和“数据未上传”。乙炔体积分

数分布同变压器设备状态箱型图见图2。状态1、2和
3分别表示“正常”、“数据未上传”和“报警”3种状态，

可以看出乙炔的分布对3种状态具有高判别性。

图2 乙炔体积分数分布同变压器状态类型箱型图

Fig. 2 Box⁃plot of the distribution of C2H2 over the
transformer status

值得注意的是，不同变压器不同气体组分的分

布不尽相同 [23]，见图 3(为了体现差异未归一化)，文
中需要分别对每个变压器每种气体进行建模和测

试。某个变压器油中部分气体体积分数之间关系

见图 4。由图 4可以看出，氢气相对独立于其他气

体，含碳气体之间显示了弱相关性，相关值小于 0.3，
这也说明气体间单独建模的必要性。

技术讨论 刘慧鑫，张江龙，连鸿松，等. 基于时间序列模型的变压器油中溶解气体预测 ··195
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图3 不同变压器甲烷气体体积分数变化图

Fig. 3 Plot of CH4 in different transformers

图4 某个变压器内部气体的关系图

Fig. 4 Correlation between gases in a transformer

这 7台变压器的每年离在线数据比对和装置校

验结果均符合 DL/T 1498.2—2016中的测量误差要

求，准确度较高，因此，该数据集保留所有有效数

据。首先删除“乙烯测量值”这列数据，因为乙烯的

值都为 0。然后删除少量数据获取不成功的行，这

些行的数值上显示为“-”，装置状态显示“通道异

常”，一次设备状态显示“数据未上传”，最终获得

8 386条数据，每个变压器平均有 1 198条数据。为

了能够用历史数据预测未来数据，需要按时间升序

对数据进行排序。最后，对同一个变压器的气体进

行归一化。

2.4 时序数据分割方法

气体体积分数预测使用的是监督学习算法，需

要把数据分割为训练集和验证集。目前，大多数时

序数据的分割方法是基于传统机器学习的分割方

法，即并行分割，见图 5，这种方法把数据分割成两

个独立的部分，一部分用于训练，另一部分用于测

试。这种方面所需的计算力较小，但对于文中的数

据，模型在验证集上的性能与在训练集上的性能是

强相关的，并且与将来的实际模型性能几乎不具有

相关性。所以文中使用的是前向分割，见图 6，这种

方法是在完整数据集上训练和验证，但使用不同的

时间跨度。验证用的时间跨度比训练用时间跨度

前移一个或几个预测间隔，从而对数据进行增强，

增加训练和验证数据量，提高验证模型的泛化性。

具体地，先把数据按时间分成 80%训练数据，用来训

练模型；再把剩下的 20%数据当作验证数据，用于测

试模型性能。

图5 时序数据并行分割方法

Fig. 5 Side⁃by⁃side approach

图6 时序数据前向分割方法

Fig. 6 Walk⁃forward approach

2.5 非时序有监督方法vs时间序列方法

对于非时序有监督方法，文中简单地使用前20天
数据预测作为输入样本，第 21天数据作为输出样

本。对于时间序列方法，文中采用 BIC或 AIC作为

准则，自动选择输入样本的时长。单独训练和测试

每个变压器的每种气体，从而获得 49组气体预测数

据，最后在 7种气体维度上做平均值，结果见表 1。
文中使用以下几种算法：简单移动平均法(MA)、随
机森林 (random forest，RF)、LASSO 、线性回归 (linear
regression，LR)、支持向量回归 (support vector regres⁃
sion，SVR)、神经网络 (neural network，NN)、决策树

(decision tree，DT)、AR和ARIMA。

从表 1可以看出：

1)时序方法比非时序有监督方法效果要好，MA
和ARIMA在大部分气体预测中取得最佳效果。主

要原因是非时序有监督方法假设样本之间是独立

同分布的，而变压器溶解气体体积分数在一定范围

内具有累积效应，时序数据前后具有强相关性。

2)ARIMA在氢气、一氧化碳和二氧化碳预测方

面取得最好效果。一方面是大多数变压器的氢气

含量平稳，另一方面也说明了氢气当前预测值不仅

与历史数据有关系，还与历史数据之间的差值关系

密切。图 7是不同变压器不同气体通过BIC选择 p，

d，q值的统计，可以看出大部分预测值同 3阶AR和

1阶MA有紧密的联系。

··196



图7 ARIMA参数选择直方图

Fig. 7 Histogram of best parameters in ARIMA models

3)简单的MA对大多气体的预测已经能够得到

不错的结果，甚至好过一些复杂的、鲁棒性强的有

监督学习模型，如RF和 SVR。

4)在大多数非时序有监督学习中，具有更强非

线性拟合能力的NN效果最好。这说明大多数变压器

的气体历史数据同当前预测数据呈强非线性关系。

2.6 参数调节

参数的调节是机器学习中的重要部分，参数的

好坏对结果影响很大。对上述所有模型的参数调

节使用网格搜索方法，参数的设置分别为：RF子树

的个数为 [50，100，200，300，400，500]；LASSO 的惩

罚因子 λ 取值为 [0.000 1，0.001，0.01，0.1，1，10]；
SVR的惩罚因子 C取值为[0.000 1，0.001，0.01，0.1，
1，10]；NN 的隐含层神经元个数为 [50，100，150，
200，250，300]；DT树的深度为[2，3，4，5，6，7]；ARIMA
模型p的范围为[3-10]，d为[0-2]，q为[0-2]，步长都为1。

NN 隐含层神经元个数同 MAE 的关系图见

图 8。神经元个数从 50到 150，模型处于欠拟合状

态；神经元达到 200，模型处于最佳状态；当神经元

不断增加，模型容易出现过拟合；最好结果和最差

结果的MAE相差达到0.035。样本窗口大小同NN效

果变化图见图 9。由图 9可以看出，窗口大小对模型

影响相对小，当窗口大小为 20时，模型获得最好的

效果。

图8 隐含层神经元个数变化对NN效果的影响

Fig. 8 Performance of NN with regards to the number of
neuron in hidden layer

图9 样本窗口大小变化同NN效果的影响

Fig. 9 Performance of NN with regards to length

of window

2.7 样例学习

为了展示不同算法的气体预测效果，文中列出

了ARIMA和 LASSO算法的二氧化碳预测图。见图

10，深色线代表实际值，浅色线代表预测值，相比于

LASSO，ARIMA在数据随着时间剧烈跳变的情况下

依然能够保持较低的误差。这是因为ARIMA能够

学习样本之间的差分信息，对变化趋势具有更强的

捕捉能力。

表1 非时序监督学习算法和时间序列学习算法结果比较

Table 1 Performance comparison between supervised learning and sequential learning a.u.

气体名称

氢气

一氧化碳

二氧化碳

甲烷

乙烷

乙炔

总烃

MA
0.132 9
0.084 8
0.047 9
0.100 8
0.134 2
0.075 9
0.062 5

RF
0.138 8
0.126 1
0.082 4
0.118 5
0.139 0
0.080 1
0.081 8

LASSO
0.135 6
0.090 4
0.050 9
0.101 5
0.138 3
0.078 4
0.063 8

LR
0.161 4
0.126 7
0.090 4
0.129 1
0.155 1
0.085 7
0.095 1

SVR
0.132 1
0.102 8
0.066 8
0.104 1
0.136 0
0.076 9
0.066 9

NN
0.131 7
0.084 5
0.048 7
0.101 2
0.132 5
0.076 3
0.063 4

DT
0.142 0
0.119 0
0.080 0
0.116 5
0.142 1
0.078 9
0.076 8

AR
0.137 3
0.092 0
0.048 5
0.103 0
0.141 2
0.079 8
0.064 2

ARIMA
0.130 8
0.082 4
0.046 6
0.101 3
0.135 7
0.078 3
0.063 3
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图10 ARIMA和LASSO的二氧化碳预测样例

Fig. 10 CO2 prediction via ARIMA and LASSO

为了进一步展示ARIMA算法在训练集和测试

集的预测效果，文中挑选一个变压器的C2H6进行可

视化。见图 11。图 11中：深色线表示实际值，浅色

线表示预测值。由图 11可以看出，ARIMA在训练

集和测试集的预测效果相当，时间序列模型不存在

过拟合的状况；然而，ARIMA的总体效果还不够精

确，存在改善和提高的空间。

图11 ARIMA在某个变压器的训练和测试样例

Fig. 11 Training and testing performance of ARIMA

3 结语

变压器油中溶解气体在线监测数据的预测研

究对于全面、及时提供DGA信息有着重要的现实作

用和意义。文中首先全面比较了非时序有监督学

习和时间序列学习算法在变压器油中溶解气体预

测的应用；然后搜集和发布了一个大规模油中溶解

气体数据样本，从而为算法提供一个较为全面的验

证集，提高模型泛化性；最后，使用前向数据分割方

法进行数据增强。大量的实验证明了在大部分情

况下，时序方法比非时序有监督方法对变压器油中

溶解气体的预测效果好。另外，由于气体体积分数

分布不同，没有一种绝对方法在所有变压器所有气

体体积分数的预测中均达到最好效果。因此，针对

不同气体的预测应使用不同的方法。为进一步提

高预测精度，作者将继续研究多变量时间序列模型

和深度模型。
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